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摘  要 

早先的基于哈希的跨模态检索方法因为语义提取以及运行速度慢不适合于大数据场景。因此提出一种新

的框架叫做独特相似哈希(Unique Similar Hashing, USH)。USH是一个两步学习的哈希方法，先学习哈

希码再学习哈希函数。第一阶段，用核函数将数据非线性地投影到核空间，然后使用矩阵分解学习潜在

空间。哈希码从潜在空间中学习而来，为了避免量化误差并不放松哈希码的离散约束，而是直接计算它

的封闭解。在学习一个优质的哈希码之后，再学习一个哈希函数将原始样本映射到低维的汉明空间。在

Wiki数据集上与最先进的方法进行验证，USH在mAP上取得较好结果，证明了该方法的有效性。 
 
关键词 

哈希方法，跨模态检索，矩阵分解 

 
 

Research on Cross-Modal Retrieval Based on 
Matrix Factorization and Similarity  
Preservation 

Xinwen Zhang 
School of Automation, Guangdong University of Technology, Guangzhou Guangdong 
 
Received: May 22nd, 2023; accepted: Jun. 21st, 2023; published: Jun. 28th, 2023 
 

 
 

Abstract 
Earlier hash-based cross-modal retrieval methods were not suitable for big data scenarios due to 
problems with semantic extraction and slow running speed. Therefore, a new framework called 
Unique Similar Hashing (USH) was proposed. USH is a two-stage learning-based hashing method 
that learns hash codes first and then hash functions. In the first stage, data is nonlinearly projected 
to a kernel space using kernel functions, followed by learning a latent space using matrix factori-
zation. Hash codes are then learned from the latent space by computing their closed-form solution 
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directly instead of relaxing the discrete constraints to avoid quantization errors. After learning 
high-quality hash codes, a hash function is learned to map original samples to a low-dimensional 
Hamming space. It’s validated on the Wiki dataset against state-of-the-art methods, USH achieved 
good results in mAP, demonstrating the effectiveness of this approach. 
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1. 引言 

随着互联网的发展与电子设备的普及，数据信息成几倍的速度增加。在信息爆炸的同时，信息的种

类也越来越多越样。单模态数据被定义为以单一的某种格式表示的数据，比如图像、视频、3D 模型，多

模态数据则是多种数据结构的汇总。单模态间的检索方式逐渐发展开来，人们可以用以图搜图等一些方

式来进行检索。而在多种数据类型之间的检索，也称为跨模态检索。 
跨模态检索的发展需解决以下问题。首先是模态的异构性，不同模态对于同种东西的语义传达方式

是有很大差异的，例如图片的特征主要表示为尺度不变特征转换特征或者局部二值模式特征。文字的特

征主要表现为线性判别分析特征或者词频–逆向文件频率特征。即便描述同一个东西，不同模态的维度

依旧有大幅度的不同，无法简单直接地构建传达某一东西的不同数据的桥梁。其次是语义鸿沟，计算机

通过数据的潜在表示来捕获信息，接着计算不同特征的距离以判断是否相似，而人类是通过经历与学习

的高级语义来判断两种东西是否相似。最后是性能，数据量大种类多，如何快速对不同模态进行检索，

以及检索的精确度也是我们需要考虑的。 
而基于哈希的跨模态检索方法在近年来得到很大发展。哈希方法将数据压缩成一个二进制哈希码，

通过简单的异或运算，其运行速度很快适用于大数据背景。根据语义标签的嵌入情况，我们将现有的跨

模态哈希方法分为三个大类：无监督、有监督以及半监督模型。 

2. 相关理论 

2.1. 无监督哈希方法 

集体矩阵分解哈希(Collective Matrix Factorization Hashing, CMFH) [1]设计了矩阵分解的框架来提取

不同模态的共同子空间，同时把高纬度的数据压缩到低维度的特征，最后从子空间中学习到离散的二进

制码。但是该方法并没有考虑样本与样本的相似性。隐藏语义稀少哈希(Latent Semantic Sparse Hashing, 
LSSH) [2]联合了矩阵分解以及稀疏学习来降低原始样本的维度，并学习到不同模态的不同潜在空间，通

过对不同的空间进行量化可以获取统一的哈希码，但 LSSH 并不是一个高效的算法，其原因在于稀疏学

习的计算量相比与线性的模型来说是很大的，所以训练的成本很高。 

2.2. 监督哈希方法 

语义关联最大哈希(Semantic Correlation Maximization, SCM) [3]保证同成分的样本之间的关联性尽可

能地高，并且将其嵌入到哈希码的学习中。但该模型由于松弛了约束条件，因此避免不了量化误差，同

时训练成本比较沉重。 
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2.3. 半监督哈希方法 

判别半监督哈希(semisupervised cross modal hashing approach by generative adversarial network, 
SCH-GAN) [4]利用了 GAN 技术来生成哈希码，同时采纳一些非中央样本以提升模型能力。半监督方法

没有要求全部样本具有标签，并使用部分标签与模态内部的特征相结合，因此能获取高质量的哈希码。

所以半监督办法在表现性能跟标注时间上取了较棒的调节。 

3. 方法提出 

大多数方法学习一个多种模态学习一个低维的潜在空间，尽管可以提取部分的共同语义，但会损失

每种模态的独特性。其次，一些方法会先松弛离散的约束再去优化它，这样会引入较大的量化误差，从

而导致精度的缺失。为了解决这些问题，提出一种新的框架叫做独特相似哈希(Unique Similar Hashing, 
USH)。USH 是一个两步学习的哈希方法，其首先学习哈希码然后学习哈希函数。第一阶段，先使用核函

数将数据非线性地投影到核空间，然后使用矩阵分解学习潜在空间。然后为不同的模态设计了各自的潜

在空间以保留它们的独特性。此外，两个潜在空间被对齐通过局部相似性保留，这样可以提取不同模态

的高级语义。潜在空间中学习哈希码，且不放松哈希码的离散约束来降低量化误差，并直接计算它的封

闭解。在学习一个优质的哈希码之后，再学习一个哈希函数将原始样本映射到低维的汉明空间。为了平

衡精度与速度，一个线性的分类器被选择作为哈希函数，USH 的框架如图 1 所示。 
 

 
Figure 1. Schematic diagram of cross-modal hashing 
图 1. 跨模态哈希示意图 

3.1. 符号表示 

首先用 X 表示一个多模态数据集。第 t 个数据表示成 tm n
tX ×∈ 。当 m 为 1 代表了图像，当 m 为 2

代表文本，n 代表样本数量。为了增加模型的非线性，使用核函数把 tX 映射到核空间并获得 tk n
tX ×∈  。

由于这是一个监督算法，因此会使用标签信息 { }0,1 c nL ×∈ ，其中 c 代表了标签的总类别。目标是产生一

个离散的哈希码，将它表示成 { }1,1 r nB ×∈ − ，r 代表了哈希码长度，即储存成本。最后给定一个矩阵 Z， 

它的 Frobenius 范数及迹函数被分别表示为 ( )1 22
ijijFZ z= ∑ 和 ( ) iiiTr Z z=∑ 。 

3.2. 哈希码学习 

原始数据可能包含一定的噪声，因此需要学习一个样本的高级表示，即潜在空间。集体矩阵分解时

可以去除数据的噪声，可以利用它来学习一个共同的潜在空间以储存不同模态的高级语义。但是这样是

不合理的，因为每种模态的分布跟维度是相当不同的。直接设计一个共同空间将会散失每种模态的独特

性。使用矩阵分解为每种模态学习一个潜在空间，其被描述如下： 
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1 1 2 2

2 2

, , , 1 1 1 2 2 2min ,U V U V F F
X U V X U Vα− + −                           (1) 

其中α 是一个平衡参数， 1
1

k rU ×∈ 跟 2
2

k rU ×∈ 为不同模态的投影矩阵，而 1
r nV ×∈ 跟 2

r nV ×∈ 代表不同

模态的潜在空间，这四个变量都需要学习。潜在空间的维度被设置为哈希码的长度可以让哈希码的学习

更加简单灵活。 
在学习不同的潜在子空间之后，需要探索它们共同的高级语义。通过全局相似直接令它们对齐虽然

是简单的，但是没有考虑样本与样本之间的相关性。为解决此问题，提出局部相似性保留来对齐两个潜

在空间。具体而言，首先根据标签计算一个距离矩阵 H，每个元素被定义如下： 
T .ij i jh l l=                                        (2) 

根据 H 定义一个相似性矩阵 S，如果两个样本共享同一标签，那它们相似性大的，相反，如果它们

标签不相同，则没有相似性。相似性矩阵 S 被计算如下： 

1 1
,

0 1
ij

ij
ij

h
S

h
≥=  <

                                    (3) 

接着，考虑潜在空间之间的局部相似性。具体而言，如果两个样本是相似的，那么它们的潜在样本

也应该是近似的。如果相似性很小，那么潜在样本则不要求近似，这也可以看作它们每个空间的独特性。

局部相似性保留通过下面的式子实现： 

( ) ( )
2

1 2
21 1

min ,
n n

iji j
i i

V V Sβ
= =

−∑∑                              (4) 

其中 β 是一个平衡参数。通过优化公式(4)可以提取不同模态的共同高级语义并且保留它们各自的独特性。 
当前目标是生成一个离散的二值哈希码 { }1,1 r nB ×∈ − ，以便于使用异或操作进行快速地检索。哈希码

需要从样本的潜在空间进行学习因为潜在空间包含了高级语义。为了增加哈希码跟潜在空间的语义联系，

提出下面的损失项来学习哈希码： 

( ) { }2 2
1 1 2 2min , s.t. 1,1 .r n

F FB PV B PV Bθ ×− + − ∈ −                    (5) 

其中θ 是另一个平衡参数。 1
r rP ×∈ 跟 2

r rP ×∈ 是需要学习的映射矩阵。 
最后，把公式(1)，公式(4)，公式(5)结合起来，便可以得到第一阶段的目标函数： 

( ) ( )

( )
{ }

1 1 2 2 1 2

22 2

, , , , , , 1 1 1 2 2 2 1 2
21 1

2 2
1 1 2 2

min

s.t. 1,1 .

n n

U V U V P P B iji jF F i i

F F

r n

X U V X U V V V S

B PV B PV

B

α β

θ

= =

×

− + − + −

+ − + −

∈ −

∑∑ 

           (6) 

3.3. 优化策略 

目标函数公式(6)是一个非凸的函数所以难以直接优化。但如果只优化其中一个变量而固定其他的，

那么公式(6)将会变成凸的，所以把公式(6)转化为矩阵迹的形式： 

( ) ( )
( ) ( )
( )

{ }

T T T T T T T T T T
1 1 1 1 1 1 1 1 1 2 2 2 2 2 2 2 2 2

T T T T T T T T
1 1 1 2 2 2 1 1 1 1 1 1

T T T T T
2 2 2 2 2 2

2 2

2 2

2

s.t. 1,1 .r n

L Tr X X X V U U VV U Tr X X X V U U V V U

Tr V DV V SV V DV n Tr BB BV P PVV P n

Tr BB BV P PV V P

B

α

β θ

θ
×

= − + + − +

+ − + + − +

+ − +

∈ −

     

       (7) 
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1) 更新 U。 
在固定 1 2 2 1 2, , , , ,V U V P P B 之后，关于 1U 的目标函数被简化如下： 

( ) ( )T T T T
1 1 1 1 1 1 1 12 .L U Tr X V U U VV U= − +                             (8) 

接着计算关于 1U 的导数，让其等于 0 可以得到 1U 的封闭解，同理 2U 也可以得到封闭解。 

( ) 1T T
1 1 1 1 1 .U X V VV

−
=                                     (9) 

( ) 1T T
2 2 2 2 2 .U X V V V

−
=                                   (10) 

2) 更新 V。 
固定 1 2 2 1 2, , , , ,U U V P P B 之后，公式(7)被转化如下： 

( ) ( ) ( )
( )

T T T T T T
1 1 1 1 1 1 1 1 1 2 2 2

T T T T
1 1 1 1 1 1

2 2

2 .

L V Tr X V U U VV U Tr V SV V DV

Tr BV P PVV P

β

θ

= − + + − +

+ − +



               (11) 

计算公式(7)对于 2V 与 1V 的导数令其等于 0 可得 1V 与 2V 的封闭解： 

( )1 1 1 1, , .V lyap E F G=                                   (12) 

( )2 2 2 2, , .V lyap E F G=                                  (13) 

3) 更新 P。 
为了更新 1P 令其他参数保持不变得到如下目标函数： 

( ) ( )T T T T
1 1 1 1 1 1 12 .L P Tr BV P PVV P= − +                            (14) 

计算公式(14)的导数并且将其设置为 0，将得到 1P 的最优解，同理可得 2P 最优解： 

( ) 1T T
1 1 1 1 .P BV VV

−
=                                   (15) 

( ) 1T T
2 2 2 2 .P BV V V

−
=                                   (16) 

4) 更新 B。 
固定 1 1 2 2 1 2, , , , ,U V U V P P 以更新 B，考虑到 ( )TTr BB rn= 是一个常数，因此简化目标函数如下： 

( ) ( )
( )( )

{ }

T T T T T T
1 1 2 2

T T T T
1 1 2 2

2 2

2

s.t. 1,1 .r n

L B Tr BB BV P BB BV P

Tr B V P V P

B ×

= − + −

= − +

∈ −

                      (17) 

由此可得 B 的最优解： 

( )1 1 2 2B sign PV PV= +                                  (18) 

3.4. 哈希函数学 

USH 是一个两阶段的哈希方法，将哈希码跟哈希函数的学习分离开。所以在学习完一个优质的哈希

码之后，需要设计一个哈希函数以将原始样本映射到低维的汉明空间。为了平衡速度跟精度，采用核函

数加上线性分类器的方式作为哈希函数。线性分类器的描述如下： 
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2 2min ,
tQ t t tF

B Q X Qλ− +                               (19) 

其中 tQ 为第 t 个模态的分类器，而 0.01λ = 是根据经验所得的参数。优化公式(19)之后，给定一个新的检

索样本，可以使用 tQ 得到哈希码，然后通过异或操作比对不同的哈希码从而快速地实现检索。为了优化

公式(19)，计算其导数并令其为 0 可得 tQ 的最优解： 

( ) 1T T .
tt t t t kQ BX X X Iλ

−
= +                                (20) 

最后提供整个优化的步骤在算法 1 中： 
 
Algorithm 1. Unique similarity hashing (USH) 
算法 1. 独特相似哈希(USH) 

Algorithm 1 独特相似哈希(USH) 

输入: 数据集{ }2

1t t
X

=
，标签信息 L，哈希码长度 r 以及三个参数 , ,α β θ 。 

输出: 哈希码 B 跟哈希函数 tQ 。 

1. 根据公式()将 tX 非线性地映射到核空间 tX ； 

2. 随机初始化 1 1 2 2 1 2, , , , , ,U V U V P P B ； 

重复 
//第一阶段：学习哈希码 

1. 根据公式(9)更新 1U ；//学习图像映射矩阵 1U 最优解 
2. 根据公式(10)更新 2U ；//学习映射矩阵 2U 最优解 
3. 根据公式(12)更新 1V ；//由 lyap 函数学习图像潜在空间 1V 最优解 
4. 根据公式(13)更新 2V ；//由 lyap 函数学习文本潜在空间 2V 最优解 
5. 根据公式(15)更新 1P ；//学习图像映射矩阵 1P 最优解 
6. 根据公式(16)更新 2P ；//学习映射矩阵 2P 最优解 
7. 根据公式(18)更新 B；//学习统一哈希码最优解 
直到最大迭代次数； 
//第二阶段：学习哈希函数 
根据公式(x)学习哈希函数 tQ ； 
返回哈希码 B 跟哈希函数 tQ ； 

4. 实验论证 

4.1. 数据集 

Wiki [5]收集并分类了维基百科中的数千篇文章及其附带的图片，由于有些类别非常稀少，因此只保

留了 10 个类别的样本。Wiki 提供 2866 个图像–文本对，它们被随机分成 2173 个文档作为训练集，693
个文档用作测试集。此外，在该数据集中，图像被表示为 128 维尺度不变特征变换(SIFT)描述符，而文

本是从潜在狄利克雷分配(LDA)中提取的 10 维频率特征。 

4.2. 实验设置 

将所提出的 USH 与其他先进方法进行对比。他们分为两种类型，首先是无监督的哈希方法包括 LSSH 
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[2]以及 CMFH [1]。还有一些有监督的哈希方法，包括 SMFH [6]，SCM-seq [3]，SePH [7]，DCH [8]，GSPH 
[9]，MSL F [10]。所有 mAP 结果来源于原论文，如果没有在某个数据集上验证，那使用别人复现的结果，

PR 曲线同理。因为 USH 快速收敛，所以训练迭代次数设为 10。最后，实验都是在一台个人计算机上实

施的，该计算机包括了 16 核 CPU 与 64 GB 内存。 

4.3. 实验结果 

实验结果分两方面，首先是 mAP 结果，在完成了两种任务在检索上，分别是图像检索文本以及文本

检索图像。并测试不同哈希码长度下各个方法的表现。mAP 的结果展示在表 1 中，最好的表现会被标出。

绘制 PR 曲线，这些曲线是在哈希码长度为 32 位跟 64 位下的结果，但对于其他长度情况是近似的。展

现的是 PR 曲线如图 2 所示。 
 
Table 1. mAP results on Wiki database 
表 1. Wiki 数据集上的 mAP 结果 

任务 方法 16 位 32 位 64 位 128 位 

图像 
检索 
文本 

LSSH 0.2330 0.2340 0.2387 0.2340 

CMFH 0.2538 0.2582 0.2619 0.2648 

SMFH 0.2276 0.2516 0.2581 0.2496 

SCM-seq 0.2210 0.2337 0.2442 0.2596 

SePH 0.2787 0.2965 0.3064 0.3134 

DCH 0.3317 0.3686 0.3762 0.3748 

GSPH 0.2900 0.3100 0.3200 0.3260 

MSLF 0.3324 0.3639 0.3751 0.3995 

USH 0.3636 0.3730 0.3833 0.3934 

文本 
检索 
图像 

LSSH 0.5571 0.5743 0.5710 0.5577 

CMFH 0.6116 0.6298 0.6398 0.6477 

SMFH 0.5242 0.6039 0.6602 0.6658 

SCM-seq 0.2134 0.2366 0.2479 0.2573 

SePH 0.6318 0.6577 0.6646 0.6709 

DCH 0.7006 0.7087 0.7241 0.7093 

GSPH 0.6460 0.6680 0.6770 0.6810 

MSLF 0.7211 0.7468 0.7467 0.7595 

USH 0.7202 0.7547 0.7640 0.7564 

 
对结果进行观察，发现在 16 位哈希码情况下，USH 在图像检索文本上取得最佳的精度，在文本检

索图像稍微落后于 MSLF 方法。而在 32 位哈希码以及 64 哈希码长度下，USH 无论在哪种情况下都超越

了其他方法。128 位长度的哈希码下 USH 比 MSLF 稍低一些，但仍然比其他方法要好一些。 
观察图 2 的 PR 曲线，发现无论哪种哈希码长度或者哪种任务表现上，USH 的曲线都在其他曲线之

上。说明 USH 都超越了其他方法。这都与表 1 的结果一致，以上评估标准都表明了 USH 是有效的。 
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Figure 2. Precision-Recall curves on the Wiki 
图 2. Wiki 上的 PR 曲线 

5. 总结 

本文提出独特相似哈希(USH)的新框架，来快速实现多模态检索。USH 是一个两阶段学习框架，它

先学习哈希码再学习哈希函数。在第一阶段中，使用矩阵分解为不同模态学习一个独特的潜在空间，这

可以保存不同模态的独特性。接着不同模态的潜在空间通过局部相似性保留对齐，这样可以提取共同的

高级语义的同时不抛弃模态独特性，最后从潜在空间中学习哈希码。学习完一个优质的哈希码，使用一

个线性的分类器作为哈希函数，其可以将新的样本映射到低维的汉明空间。为了证明 USH 方法是行之有

效的，在 Wiki 数据集上进行实验对比，最后与其他方法比证明了 USH 的方法是有优势的。 
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