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摘  要 

由于缺乏自然定界符，中文命名实体识别(NER)比英文更具挑战性。虽然中文分词(CWS)通常被认为是

中文NER的关键和开放问题，但其准确性对于下游模型训练至关重要，而且经常遭受语音不足(OOV)的
困扰。本文提出了一种改进的中文NER模型，称为TB-LSTM-CRF，该模型在LSTM-CRF之上引入了一个

变压器块。带有Transformer Block的拟议模型利用self-attention机制从相邻字符和句子上下文中捕获

信息。同时本文使用了一个全新的工业场景数据集，在此数据集上，与使用LSTM-CRF的基线相比，实

验结果表明，TB-LSTM-CRF方法具有竞争力，几乎不需要任何外部资源，例如参数迁移。 
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Abstract 
Owing to the lack of natural delimiters, Chinese Named Entity Recognition (NER) is more chal-
lenging than it in English. While Chinese Word Segmentation (CWS) is generally regarded as key 
and open problem for Chinese NER, its accuracy is critical for the downstream models trainings 
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and it also often suffers from Out-of-Vocabulary (OOV). In this paper, we propose an improved 
Chinese NER model called TB-LSTM-CRF, which introduces a Transformer Block on top of LSTM- 
CRF. The proposed model with Transformer Block exploits the self-attention mechanism to cap-
ture the information from adjacent characters and sentence contexts. At the same time, this article 
uses a brand new industrial scene data set. On this data set, with the LSTM-CRF scale, the experi-
mental results show that the TB-LSTM-CRF method is competitive and hardly requires any exter-
nal resources, such as parameter migration. 
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1. 介绍 

工业知识自动化势在必行，工业知识图谱亟需大力推行，而命名实体识别(NER)既是自然语言处理

(NLP)中的一项重要任务，也 NER 被广泛认为是知识图构建过程中的第一步，是知识图谱构建过程中的

下游自然语言处理的重要基础例如实体链接，关系提取，事件提取和共引用解析。 
就一般的 NER 而言，高性能方法主要包括递归神经网络(RNN)，支持向量机(SVM)或长短期记忆

(LSTM)和门递归单元(GRU)，以获取单词级别的上下文信息，[1] [2]所示其在英文领域取得了巨大成功，

而由于中文句子没有与英文句子相同的自然定界符，而且中文句子中不同的分词可能导致句子的含义完

全不同。汉语分词的问题还没有得到很好的解决。[3] [4]可以看出，如果第一次错误地检测到边界，那么

使用基于单词的 NER 模型进行正确提取就不可能了。最近，大多数用于中文 NER 的神经网络模型都严

重依赖于出色的词嵌入表示形式和额外的词典，基于字符的方法比基于词汇的方法更适合中文 NER[5]。 
目前已有部分研究针对其他垂直邻域的实体抽取实验[6] [7] [8] [9]，可是前提都需要大量的工作和极

度依靠预训练模型性能。就工业领域 NER 而言，存在数据低资源和知识高门槛两大问题。数据低资源不

止体现在工业机器人领域文本数据量少，还有专业质量不一，例如工程师甲描述某件事故为“电机发热

冒烟”，而工程师乙则描述为“电机转子铁芯硅钢片绝缘损坏，电机运行温度过高或冒烟”。工程师的

描述不一致，同一件故障会有多种描述，甚至缺少实体，导致模型训练更难拟合，这种问题在缺少训练

数据的情况下更为严重。数据集的质量差还体现在由于存在标准模糊，尺度难把握，认知水平存在差异

等问题，甚至工程师撰写日志时图方便而自定义一套易记语言，或者时描述不清晰，缺少实体，都会导

致数据的标注质量差。对于工业领域数据集的专业性，使用一般模型并不能很好地识别其中极具专业性

的实体。例如“动圈铁芯”这样的实体一般很难出现在一般数据集上，而且模型很容易将其识别成“动

圈”和“铁芯”两个实体，甚至其他，很明显这是错误的。 
而在工业领域的 NER 研究少之又少，针对这一问题，在研究过程中利用工业生产场景下电动机工作日

志作为我们本次实验的种种一个目标数据集。基于字符的 NER 无法充分利用显式单词和单词序列信息，这

也会影响 NER 的性能。为了解决这个问题，我们提出了一种基于自我注意机制的变压器模块来表示字符并

将潜在的词汇信息集成到基于字符的 LSTM-CRF 中。如图 1 所示，我们使用 Transformer 模块[10]搜索与上

下文相关的字符，并输出包含与字符相关的信息的向量表示。门单元用于在包含多个字符信息的向量之间

动态路由信息。最后，使用条件随机场(CRF)来整合和标准化在 NER 数据集上训练的预测，我们的方法可
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以从上下文中自动有效地找到更多有用的单词，从而获得更好的性能。与基于字符和基于单词的 NER 方法

相比，我们的模型可以自动获取上下文词汇信息，而无需使用其他外部资源。而且由于其加入了 Transformer
模块和 LSTM，能对前后文的特征信息有更充分的学习，更有利于学习专业性强的长实体。在 OntoNote [11]、
Weibo NER [12]、Chinese Resume [13]和工业电机数据集上我们的方法在各项指标上都有具有竞争力的提升。 
 

 
Figure 1. TB-LSTM-CRF model 
图 1. TB-LSTM-CRF 模型 

2. TB-LSTM-CRF 模型 

为了从相邻字符中捕获信息。我们采用 LSTM-CRF 作为主要网络结构，并研究了中文 NER 的

Transformer 模块，该模块由一个自我注意层组成。 
在本文中，我们使用 BIOES 标记方案 [14] 进行实验。我们将输入句子序列表示为

{ }1 2 3, , , , mX x x x x=  ，其中 ix 表示句子 X 中第 i 个字符嵌入向量，而 m 表示最大句子长度。相应地，我

们定义 { }1 2 3, , , , mY y y y y=  作为句子预测序列，其中 iy 表示句子 Y 中第 i 个字符嵌入向量。目的是通过

模型函数 :f X Yθ  来获得实体类别序列。 

2.1. Transformer 模块 

Transformer 模块旨在对输入字符序列进行编码，并在上下文中隐式对含义相关的字符进行分类。 
第 i 字符的 d 维嵌入向量用 d

ix ∈ 表示。模块整体框架如图 2 所示。 
 

 
Figure 2. The overall framework of the transformer block 
图 2. Transformer 模块整体框架 
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2.1.1. 位置编码 
Transformer 模块按照位置编码来理解语言的前后文，并使用 self-attention 机制和完全连接。

Transformer 模型没有递归神经网络的迭代操作，因此我们需要将每个单词的位置信息提供给 Transformer
模块，以便该模型可以识别句子中字符的顺序关系。位置嵌入被初始化为一个向量，其维度为(字典大小，

嵌入维度)，并按以下两个部分计算： 

( )2
,2 sin 10000 i d

pos iPE pos=                                (1) 

( )2
,2 1 cos 10000 i d

pos iPE pos+ =                               (2) 

在上面公式里，pos 表示字符在句子中的位置，取值范围是[0，最大句子长度]。i 表示字符向量的第

i 个维度，取值范围是[0，最大嵌入维度]。d 表示字符向量的维度数量。这里有一对正弦和余弦函数，它

们是与嵌入向量维度相对应的一组奇数和偶数的维。 
然后将字符嵌入和位置编码对应相加，最后获得了包含位置信息的新字符嵌入向量 embed.dim

iΛ ∈ 。

posPE 表示第 pos 个字符的位置编码。 

i i posx PEΛ = +                                      (3) 

2.1.2. Self-Attention 机制 
为了有效地学习句子中单词的依存关系并捕获句子的内部结构[15]，我们使用多头注意力(multi-head 

attention)来处理先前的特征向量 batch size seq.len embed.dim∗ ∗Λ∈ 。我们分配三个权重矩阵 W_Q，W_Q，W_Q ∈ R 
^ (embed.dim * embed.dim)并根据以下公式线性映射后获得三个权值矩阵 embed.dim embed.dim, ,Q K VW W W ∗∈ ，和

通过下面线性映射公式得到三个特征矩阵 , ,Q K V ： 

QQ W= Λ                                        (4) 

KK W= Λ                                        (5) 

VV W= Λ                                        (6) 

然后，我们可以通过以下公式得到注意力矩阵： 

T

softmax
k

QKH V
d

 
=   

 
                                  (7) 

TQK 表示注意力矩阵， kd 的目的是使注意力矩阵遵循标准正态分布，从而使 softmax 层的结果更

稳定。 

2.1.3. Add & Layer Normalization 
上一小节获得了注意矩阵 H。我们对其进行转置以使其与特征矩阵 Λ的尺寸一致，然后由于元素的

尺寸相同，直接将这两个矩阵相加。 
H H= Λ +                                         (8) 

Layer Normalization 的作用是将神经网络中的隐藏层归一化为标准正态分布，从而加快训练和收敛速

度： 

( )
2

LayerNorm ij i

i

h
H H

µ
α β

σ ε

−
= = +

+


                           (9) 

其中 kd 是注意力矩阵 H 的第 i 行和第 j 列， ε 是一个很小的数字，可以防止方程中被零除。引入两个
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可训练的参数α 和 β 来弥补归一化期间丢失的信息。 
注意，⊙表示元素乘法而不是点积。通常，我们将α 初始化为 1，将 β 初始化为 0。 iµ 和 iσ 分别代

表每行的均值和方差。计算公式如下，其中 m 表示矩阵 H 中的列数。 

1

1 m

i ij
j

h
m

µ
=

= ∑                                      (10) 

( )22

1

1 m

ij i
j

i h
m

σ µ
=

= −∑                                   (11) 

2.1.4. Feedforward 
在前馈网络部分，此处使用两级线性映射，并通过 ReLU 激活函数进行激活。在前馈网络之后，后

续的剩余连接和层规范化与前一小节中的类似，不同之处在于前一个 H 由前馈网络的输出代替。 

2.2. Long Short-Term Memory (LSTM) 

LSTM 的目的是进一步处理上下文序列关系，其输入是 Transformer 模块输出的特征向量。 

2.3. Conditional Random Field (CRF) 

为了提高序列标签预测的准确性，我们需要参考相邻字符的预测结果。这是序列标记的问题，也是

CRF 可以完美适配的工作。在 LSTM 输出该句子中每个字符的隐藏状态 th ， 2h ，， mh 之后，我们利

用标准的 CRF 层来接收它。 

2.4. Training and Inference 

一阶维特比算法用于在基于字符的输入序列上找到得分最高的标签序列。我们使用句子级别的对数

似然损失和 2L 正则化来训练模型： 

( )( ) 2
1log |

2
N

i iiL P y s λ θ
=

= +∑                             (10) 

此处 λ 和θ 分别是为 2L 正则的自定义设置参数。 

3. 实验和结果 

为了验证我们提出的方法的有效性，我们对涉及不同领域的几个中文 NER 数据集进行了一些实验。

我们采用以下评估指标，分别采用标准精度(P)，召回率(R)和 F1 得分(F1)。实验数据集的详细信息将在

表 1 中显示。 
我们的实验中使用了三个数据集，分别包含在 OntoNote [11]，Weibo NER [12]和 Chinese Resume [13]。

OntoNote 数据集和 WeiboNER 数据集均包含 4 个命名实体类别：PER (人)，ORG (组织)，LOC (位置)和
GPE (地缘政治实体)。中文简历数据集使用八种类型的命名实体进行注释：CONT (国家/地区)，EDU (教
育机构)，LOC，PER，ORG，PRO (专业)，RACE (种族背景)和 TITLE (职位)。 

使用以上三个数据集，我们将 TB-LSTM-CRF 方法的性能与最新技术水平进行了比较，并形成了便

于参考的表格。LSTM + CRF 是基线方法。 

3.1. OntoNote 数据集 

从表 2 的显示中可以看出，在包含 4 个实体分类的 OntoNote 数据集上，我们的方法在准确性和 F1
得分指标上取得了最佳结果。我们的方法比最近的 Zhang et al. (2018) [13]的准确性高 2.43%，在 F1 分数

https://doi.org/10.12677/csa.2021.113074
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上比最好的 Zhang et al. (2018) [13]高 0.7%，比 Zhu et al. (2019) [16]低 1.07%。与基线相比，我们提出的

新方法已经取得了全面的改进。 
 
Table 1. Statistics of datasets 
表 1. 数据集信息 

数据集 类型 训练集 验证集 测试集 

OntoNotes 

句子 15.7 k 4.3 k 4.3 k 

字符 491.9 k 200.5 k 208.1 k 

实体 13.4 k 6.95 k 7.7 k 

Weibo 

句子 1.4 k 0.27 k 0.27 k 

字符 73.5 k 14.5 k 14.8 k 

实体 1.89 k 0.39 k 0.42 k 

Resume 

句子 3.8 k 0.46 k 0.48 k 

字符 124.1 k 13.9 k 15.1 k 

实体 1.34 k 0.16 k 0.15 k 

工业电机数据集 

句子 0.54 k 0.18 k 0.18 k 

字符 17.124 k 4.46 k 4.81 k 

实体 4.109 k 0.87 k 0.881 k 

 
Table 2. Result on OntoNote 
表 2. OntoNote 数据集上的结果 

模型 准确率 召回率 F1 

[17] Yang et al. (2016) 65.59 71.84 68.57 

[13] Zhang et al. (2018) 76.35 71.56 73.88 

[16] Zhu et al. (2019) 75.05 72.29 73.64 

基线模型 67.49 70.13 67.47 

TB-LSTM-CRF 78.78 71.22 74.58 

3.2. WeiBo 数据集 

在 WeiBo 数据集上，与最近的高级方法相比，我们提出的方法仍在三个指标上进行了改进。与基线

方法相比，F1 得分甚至提高了 8.48% (表 3)。 
 
Table 3. Result on Weibo 
表 3. WeiBo 数据集上的结果 

模型 准确率 召回率 F1 

[18] Peng and Dredze (2016) 55.25 62.97 58.99 

[13] Zhang et al. (2018) 53.04 62.25 58.79 

[16] Zhu et al. (2019) 55.38 62.98 59.31 

基线模型 51.71 57.29 52.53 

TB-LSTM-CRF 57.34 64.18 61.01 
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3.3. Chinese Resume 数据集 

与之前的数据集相比，Chinese Resume 数据集具有较少的命名实体和更多的命名实体类别。我们的

方法在此数据集上的性能比前两种方法稍差。Zhu et al. (2019) [16]在该数据集上的准确性和召回率均达到

了最佳性能。我们的模型在 F1 得分上得分最高(表 4)。 
 
Table 4. Result on Chinese resume dataset 
表 4. 中文 Resume 数据集上的验证结果 

模型 准确率 召回率 F1 

[13] Zhang et al. (2018) 94.81 94.11 94.46 

[16] Zhu et al. (2019) 95.05 94.82 94.94 

基线模型 91.34 90.58 89.33 

TB-LSTM-CRF 94.23 94.25 95.22 

 

3.4. 工业电机数据集 

我们提供了一个全新的数据集，工业电机数据集。其中包含工业场景里电动机的运行状态及诊断信

息，包含了大量富有专业性的长实体。由于网上极少公开工业相关的实体识别数据集，本次数据集合极

有可能是第一个相关领域实体识别数据集。我们的电动机工业数据集的静态统计如表 5。 
 
Table 5. Statistics of industrial motor data set 
表 5. 工业电机数据集静态统计信息 

数据集名称 NER 标签类别 实体数量 

工业电机数据集 

设备 1504 

子设备 422 

部件 863 

零件 333 

属性 653 

属性值 646 

状态值 1439 

 
在该数据集上，我们的方法在各项性能上都处于领跑地位(表 6)。 

 
Table 6. Result on industrial motor dataset 
表 6. 工业电机数据集上的验证结果 

模型 准确率 召回率 F1 

[13] Zhang et al. (2018) 79.64 84.82 84.64 

[16] Zhu et al. (2019) 82.43 86.28 86.87 

基线模型 80.67 81.27 84.77 

TB-LSTM-CRF 88.36 86.94 91.03 

3.5. 联合数据集 

为了验证我们的模型是否需要大量的外部资源，我们除了在单个数据集(工业电机数据集)中进行训练
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如 3.4 节实验外，我们还将模型从其余三个数据集上先预训练，保留训练结果后模型参数，最后将各参

数作为初始值，重做一遍实验。得出结果如表所示。其 F1 分数值随迭代次数增加折线图如图 3。 
 

 
Figure 3. F1 score values of TB-LSTM-CRF experiments on the industrial motor dataset and the joint dataset 
图 3. TB-LSTM-CRF 分别在工业电机数据集和联合数据集上实验的 F1 分数值 

 
结果表明，虽然我们的模型在 F1 分数提升速度上比具有丰富资源的联合数据集方法训练模型时增长

的快，可是最终两者的 F1 分数最终都趋于统一。表明，我们的模型在缺少训练样本，或外部特征资源时

仍然具有竞争力。 

4. 结论 

在本文中，我们使用了 Transformer 模块和 LSTM 结合来提高中文 NER 模型的性能，在 3.4 节实验

中说明我们的模型几乎无需依靠其他额外资源也能快速得到优异的 F1 分数值，而且我们的模型更加微型

和实用。在 3.1 到 3.3 节实验表明，在不同的域数据集中，我们的模型可以比其他方法效果更好。 
对于将来的工作，我们将继续改进我们的模型，使其更适合具有更多标签类别的任务。我们甚至将

其扩展到实体关系的联合抽取任务上。 
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